(24) Modellbildung und Regression

Unsere Modellierstudie ,Einfluss des Fischkonsums
auf die PISA-Werte von Schulern” als
Einfuhrungsbeispiel

Ich werde demnachst unsere Modellierstudie vorstellen, die versucht, die Schwankung in
den Todesraten der Covid-19 Mortalitat in der ersten Welle bis zum Sommer 2020
vorzustellen. Um diese Methode zu illustrieren, verwende ich hier eine vor einiger Zeit von
uns durchgefuhrte Studie [1]. Mein Kollege Volker Schmiedel, der sich sehr fur die
Bedeutung von Omega-3-Fettsauren interessiert, gab den Anstol$ zu dieser Studie. Wir
stellten die einfache Frage:

Hat die Verfugbarkeit von Omega3-Fettsduren in einem Land einen Einfluss auf den PISA-
Wert von Kindern?

PISA (Programme for International Student Assessment) ist ja bekanntlich ein international
durchgefuhrter, standardisierter Test, um Fahigkeiten von Kindern in der Schule zu
untersuchen. Volker Schmiedel kam auf die Idee, den Fischkonsum eines Landes mit den
PISA-Werten dieses Landes zu korrelieren und entdeckte eine signifikante Korrelation. Die
einfache Korrelation zwischen Fischkonsum und PISA-Wert eines Landes betragt r = .57
und ist damit nicht nur signifikant, sondern auch ziemlich hoch. Eigentlich sogar erstaunlich
hoch. Denn warum sollte Fischkonsum mit den Kenntnissen von Schilern in der Schule
zusammenhangen? Der Zusammenhang konnte eben durch die Omega-3-Fettsauren
verstehbar sein, die vor allem in fettreichem Fisch enthalten sind, aber auch in
dunkelgrunen Pflanzen, Algen und allem, was sich davon ernahrt. Es ist nicht leicht, die
Omega-3-Werte in einer Bevolkerung zu erfassen. Man musste dazu von einer
reprasentativen Bevolkerungsstichprobe Blut entnehmen und den Omega-3-Gehalt z.B. in
den Membranen der roten Blutkorperchen bestimmen. Das hat meines Wissens
systematisch noch niemand uber alle moglichen Lander hinweg gemacht. Da ist
Fischkonsum leichter zu erfassen, eine sog. Proxy- oder Stellvertretervariable. Denn Fisch
ist ein Hauptlieferant von Omega-3-Fettsauren. Und Omgea-3-Fettsauren sind als
essenzielle Fettsauren fur uns wichtig. Wir mussen sie durch die Nahrung zu uns nehmen,
weil wir sie nicht selber bilden konnen. Seit der industriellen Revolution Ende des 18.
Jahrhunderts hat die Omega-3 Zufuhr abgenommen [2]. Omega-3 ist nicht nur zentral fur
das Immunsystem, weil es die Vorlaufersubstanz fur alle Zytokine mit
entzundungshemmender Wirkung ist. Es ist vor allem wichtig fur das Nervenwachstum bei
Kindern und das Lernen im Alter. Es ist auch wichtig zum Erhalt von kognitiver Leistung.
Beispielsweise kann der Omega-3 Gehalt in der Muttermilch die Intelligenz von
Schulkindern zu einem erstaunlichen Grad vorhersagen [3, 4].
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Aus all diesen Griinden war Schmiedels Uberlegung natiirlich sehr klug: moglicherweise
hangt der PISA-Wert, als Ausdruck des kognitiven Leistungsniveaus von Kindern, ja neben
anderem auch damit zusammen, wie viel Omega-3-Fettsauren sie zu sich nehmen, grob
gemessen am Fischkonsum einer Nation. Nun stellt sich aber naturlich sofort die Frage:
Was beeinflusst denn den PISA-Wert vor allem? Und wenn wir das kennen, spielt dann der
Fischkonsum zusatzlich dazu noch eine Rolle?

Das allgemeine Prinzip: Linearkombination von gewichtetem Einfluss von
Variablen

Die allgemeine mathematische Schatzformel fur eine solche Fragestellung lautet:
y =a+ Bx; + B,x, + B:x; +... Bx, +e. (Gleichung 1)

“y” ist dabei, ganz allgemein, die Variable, die man klaren will, also z.B. die Schwankung in
den PISA-Werten von Schulern, oder in den Covid-19 Todesfallen in Europa.

,a" ist eine Konstante, oder das sog. Interzept. Grafisch dargestellt ware es der Punkt, an
dem eine Regressionslinie die x-Achse schneidet und damit den empirischen Nullpunkt
angibt. Man benotigt diesen Wert, wenn man konkrete Rechnungen fur einzelne Individuen
anstellen will, oder wenn man eine gefundene Regressionsgleichung in der Zukunft oder bei
einem anderen Datensatz zum Ausrechnen von Werten verwenden will. Im Moment ist
dieser Wert zum Verstehen des allgemeinen Prinzips der Aufklarung nicht so wichtig.

Die sog. ,p“-Gewichte sind die Regressionsgewichte oder Regressionskoeffizienten. Wenn
sie standardisiert sind, also eine Verteilung zwischen -1 und +1 annehmen konnen, werden
sie meistens mit dem griechischen B-Symbol wiedergegeben. Wenn sie unstandardisiert
sind, dann wird meistens b notiert. Sie geben an, wie grofS der Einfluss einer Variablen x auf
das Kriterium y ist. Ware z.B. ein Regressionsgewicht nur 0,0001, dann ware der Einfluss
der Variablen mit diesem Gewicht nachvollziehbarer Weise sehr gering. Ist B sehr grof, z.B.
0,8, dann ist auch der Einfluss dieser Variablen relativ grofS. Ist das Gewicht positiv, dann
hat die Variable einen positiven Einfluss: also, je grofer x, umso grofSer y. Ist das Gewicht
negativ, dann hat die Variable einen negativen Einfluss: also, je grofSer x, umso kleinery.

Nun sieht man an der Gleichung (1) unmittelbar, dass es sich dabei um eine lineare
Kombination von Variablen x, bis x, handelt, also im Grunde um beliebig viele Variablen
oder Pradiktoren, die man zur Erklarung von y, dem Kriterium, heranziehen kann. Das ist
eben der Charme der Modellbildung: Man kann so viele Variablen wie man erheben kann
zur Erklarung heranziehen. Eine Grenze ist vor allem praktisch gegeben: Da man diese
Regressionsgewichte nicht einfach auf der griunen Wiese findet, sondern durch ein
rechenaufwandiges Iterationsverfahren schatzen muss, benotigt man dazu entsprechend
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viele Datensatze, um diese Schatzung stabil vornehmen zu konnen.

Technisch gesprochen wird dazu meistens das Verfahren der kleinsten Quadrate
herangezogen: Der Computer bildet Mittelwerte der einzelnen Variablen, setzt dann
unterschiedliche Regressionsgewichte ein, wahrend alles andere konstant gehalten wird,
quadriert die Differenz zwischen Mittelwert und gewichtetem Mittelwert und macht das
iterativ so lange, bis die Differenz ein Minimum betragt. Als man solche Verfahren noch von
Hand rechnen musste, war das sehr zeitaufwandig und begrenzte schon allein deswegen die
Anzahl der Variablen. Heute konnen Computer das in Bruchteilen von Sekunden. Aber man
muss sich trotzdem der Tatsache bewusst sein, dass auch der Computer nur mit dem
rechnet, was vorhanden ist. Und um eine Schatzung stabil durchfithren zu konnen, benotigt
der Computer - Faustregel - etwa 10 Falle pro zu schatzender Einflussvariable bzw. dem
zugehorigen Regressionsgewicht B [5].

Ganz zum Schluss von Gleichung (1) sehen wir dann noch das ,e“, manchmal auch als
griechisches Epsilon - e - dargestellt. Das ist statistische Universalsprache fiir ,Fehlerterm”
oder ,Residuum”. Das ist der Anteil der Schwankung, der nicht von diesen Variablen
aufgeklart werden kann.

Dieses allgemeine Prinzip der linearen Kombination von gewichteten Einflussvariablen zur
»vorhersage”, also zur Erklarung, eines individuellen Wertes gilt fur alle Modellbildungen.
Bei manchen Regressionsverfahren ist die Verbindung der einzelnen Vorhersage-Terme
komplizierter. Bei nicht-linearen Regressionen etwa kommen eben quadratische, kubische
oder andere Funktionsterme vor. Bei logistischen Regressionen sind diese
Regressionselemente Exponenten der Eulerschen Zahl e. Aber das Prinzip ist immer das
Gleiche: Eine Reihe von Variablen wird dazu verwendet, um in einer optimalen Kombination
eine zu erklarende Variable, das Kriterium oder die abhangige Variable, ,vorherzusagen”,
das heilst in ihrer Schwankungsbreite oder Varianz so weit als moglich aufzuklaren.

Konkret am Beispiel der PISA-Studie

Wir haben uns ans Werk gemacht und PISA-Werte von 64 Landern gesammelt, von denen
wir auch Informationen zum Fischkonsum hatten. Zusatzlich zogen wir Daten zur
wirtschaftlichen Entwicklung heran, in diesem Fall das Bruttoinlandsprodukt (weil dieses ja
indirekt auch bestimmt, wie viel Mittel einem Land zur Verfugung stehen), Daten zur
Verfugbarkeit des Internets in einem Land, als Indikator fur die technische Entwicklung,
und die Stillquote. All diese Daten sind aus offentlichen Quellen erhaltlich und sind intuitiv
und theoretisch plausible Einflussfaktoren, deren Einfluss auf den PISA-Wert eines Landes
abzuschatzen ist.

Man erkennt an dieser Stelle: Es hangt durchaus auch von der Fragestellung ab, welche
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Variablen man in ein solches Modell einspeist. Dies ist wiederum abhangig von
theoretischer Kenntnis und von konzeptuellen Vorannahmen und nicht selten, wie in
unserem Fall, auch von der Verfugbarkeit von Daten.

Die einzelnen Einheiten, also Falle, sind ubrigens in dieser Studie nicht einzelne Kinder,
sondern Lander mit ihren PISA-Durchschnittswerten. Meistens sind in solchen Studien
einzelne Personen die Analyseeinheit. In der PISA-Studie und auch in unserer Covid-19-
Modellierung sind Lander die Analyseeinheiten oder ,Falle”.

Wir haben nun ein lineares Regressionsmodell gerechnet, wie oben beschrieben. Ich gebe
die originale Tabelle IIT der Publikation hier als Tabelle 1 wieder und erlautere sie dann:

Table III. Results of regression analysis — dependent variable: PISA Mean Score Adjusted R? = .72; p < 0.0001; significant predictors in
italics.
Parameter Std.Err t-value p-value 3-weights —-05.,00%-Cnf.Lmt +95.00%-Cnf.Lmt
Intercept 117.1 44.3 2.64 0.01
GDP 5.65 8.0 0.70 0.5 0.10 0.18 0.37
Internet coverage 62.3 12.6 4.93 >0.0001 0.65 0.38 0.91
Breastfeeding 0.1 0.3 0.35 0.73 0.03 -0.13 0.18
Fish consumption 9.8 4.3 2.28 0.03 0.20 0.02 0.38

GDP: gross domestic product in million USD; log-transformed.
Internet coverage in percent; log-transformed.
Breastfeeding: Exclusive breastfeeding for the first 3-6 months in percent.
Fish consumption: 1: 2-5 kg fish per vear and person; 2: 5-10 kg fish; 3: 10-20 kg; 4: 20-30 kg; 5: 30-60 kg; 6 = < 60 kg.

Tabelle 1 - Die Tabelle III der Originalpublikation mit den Modellparametern der Regressionsanalyse
Man erkennt: Wir haben funf Variablen fur die Vorhersage verwendet, das
Bruttosozialprodukt (GDP-Gross Domestic Product), die Internetabdeckung eines Landes,
den Prozentsatz der Kinder in einem Land, die gestillt wurden, und am Schluss den
Fischkonsum eines Landes, grob gemessen in 6 einigermalien kontinuierlich steigenden
Kategorien (2-5 kg pro Person und Jahr, 5-10 kg, 10-20 kg, 20-30 kg, 30-60 kg und mehr als
60 kg).

Letzteres ist deswegen wichtig, weil lineare Regressionsmodelle verschiedene
Voraussetzungen haben. Eine davon ist, dass die Kriteriumsvariablen und alle anderen
Variablen einigermalien normalverteilt sein mussen und dass die Variablen, die man zur
Vorhersage verwendet, kontinuierliche Variablen sein mussen. Wenn sie nicht
kontinuierlich, sondern kategorial sind, dann muss man sie umkodieren in sog. Dummy-
Variablen, also 1-0-Kodierungen (oder -1 und +1) fur einzelne Kategorien, die dann wieder
kontinuierlich sind. In unserem Falle habe ich die Fischkonsum-Variable sowohl als
kontinuierliche Variable als auch als Dummy-kodierte Variable fir die einzelnen Kategorien
verwendet. Der Unterschied ist vernachlassigbar. Daher berichte ich in der Publikation das
Modell fur die kontinuierliche Variable und diskutiere das mogliche Problem in der
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Diskussion, weil ein Gutachter darauf bestanden hatte.

Wir sehen: Das Modell ist hochsignifikant und kann mit R* = .72 sogar 72 % der Varianz
aufklaren. Diese Modell-Statistik ist die erste wichtige Erkenntnis. Sie sagt uns, ob das
statistische Modell erstens signifikant ist und zweitens wie hoch die multiple Korrelation R,
also die Korrelation aller Variablen gemeinsam mit dem Kriterium ist. Quadriert ergibt jeder
Korrelationskoeffizient die aufgeklarte Varianz. Beispiel: die Intelligenz eines Menschen sei
mit seinem spateren Einkommen etwa r = .3 Kkorreliert - was ubrigens in etwa den
empirischen Verhaltnissen entspricht; dann wére die dadurch aufgeklarte Varianz r* = .3* =
.09 oder 9 %.

In unserem Fall ist R* = .72 (der multiple Korrelationskoeffizient, der den Einfluss mehrere
Variablen gleichzeitig beschreibt, wird immer grogeschrieben). Die Varianzaufklarung mit
72 % ist erheblich. Denn man benotigt dazu nur 2 Variablen: die Internetabdeckung, die als
Stellvertreter fur die wirtschaftlich-technische Entwicklung eines Landes steht und den
Fischkonsum. Diese detailliertere Einsicht ist die zweite wichtige Erkenntnis, die eine
statistische Modellierung liefert. Sie sagt uns, welche Variablen, die wir in unserer
Modellierung verwenden, wie stark zu dieser Varianzaufklarung beitragen.

Man sieht an der Tabelle 1 oben, dass das Beta-Gewicht fur die Internetabdeckung mit 0.65
recht hoch ist. Diese Variable ist auch hoch signifikant, wahrend das Bruttosozialprodukt als
Pradiktor irrelevant bleibt. Das liegt daran, dass Internetabdeckung und
Bruttosozialprodukt mit r = .87 sehr hoch untereinander korrelieren (das ist in Tabelle 2 der
Publikation erlautert) und das Modell in diesem Fall die Variable verwendet, die ein
besserer Pradiktor ist. Dadurch fallt die andere automatisch aus der Gleichung. Ich habe
auch Analysen nur mit Bruttosozialprodukt gerechnet. Diese haben aber leicht geringere
Varianzaufklarung.

Nun ware die analytische Idee dieser Analyse: Wenn der PISA-Wert eines Landes durch
diese sozialen Variablen (GDP, Internetabdeckung, Stillquote) erklarbar ist, dann durfte der
Fischkonsum als Pradiktor irrelevant sein. Was wir aber sehen, ist: Die Stillquote spielt
kaum eine Rolle. Das Beta-Gewicht ist mit 0.03 sehr klein und nicht signifikant. Aber der
Fischkonsum ist mit beta = .20 ein signifikanter Pradiktor.

Man kann in solchen Analysen namlich quasi-experimentell vorgehen und z.B. die Frage
stellen: Wenn man alle sozialen Variablen kontrolliert, ist dann der Fischkonsum immer
noch ein signifikanter Pradiktor? In einem solchen Fall, geht man schrittweise vor bzw.
forciert das System, zuerst die sozialen Variablen einzuschliefen und danach, an letzter
Stelle, oder auch im letzten Schritt, die interessierende Variable. Das ist hier der
Fischkonsum. Das habe ich hier so gemacht und man sieht: Auch wenn man alle anderen
Variablen vorher einschliefSt, dann ist der Fischkonsum immer noch ein signifikanter
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Pradiktor. Er klart zusatzliche 4 % der Varianz auf. Ein Modell ohne den Pradiktor
,Fischkonsum* hatte also nur ein R* = .68.

Immer noch hoch, aber niedriger. Das erlaubt uns den Schluss: Wenn man den sozial-
okonomischen Fortschritt in Rechnung stellt, dann ist der Fischkonsum, und damit
vermutlich Omega-3-Verfugbarkeit, ein zusatzlicher, wichtiger Pradiktor. Die Tatsache, dass
man mit diesen Variablen gemeinsam 72 % der Varianz aufklaren kann, ist aus meiner Sicht
erstaunlich. Naturlich spielen auch noch andere Faktoren eine Rolle: wie gut das
Schulsystem ist, wie gut die Lehrerausbildung, wie motiviert die Lehrer, wie grof§ die
Klassen, wie lange Kinder schlafen, etc. Aber all das haben wir nicht erfasst bzw. hatten
dazu keine Daten. Wir hatten Daten zur Schulzufriedenheit von einigen Landern und haben
fur diese Lander die Analyse mit Schulzufriedenheit wiederholt. Das Bild anderte sich aber
nicht und Schulzufriedenheit war kein signifikanter Pradiktor.

Ich habe an erster Stelle in Tabelle 1 oben die Parameter oder die rohen
Regressionsgewichte angegeben. Diese sind nicht standardisiert und geben Auskunft
daruber, wie stark eine Variable in einer aktuellen Vorhersagerechnung zu gewichten ware.

Dann folgt der Standardfehler dieser Schatzung. Dieser wird zur Signifikanzberechnung
benotigt, die freundlicherweise das Statistikprogramm mitliefert. Die Verteilung dieser
Kennwerte folgt der T-Verteilung, einer statistischen Verteilung, die so ahnlich ist wie die
Normalverteilung, nur steiler in Abhangigkeit von der Beobachtungsanzahl. Aus ihr kann
man die Irrtumswahrscheinlichkeit p gewinnen. Sie sagt uns, ob ein Regressionsgewicht
signifikanten, also statistisch uberzufalligen Einfluss, hat. Es kann durchaus vorkommen,
dass ein relativ grofSes Regressionsgewicht nicht signifikant ist und umgekehrt ein sehr
kleines signifikant. Das bedeutet dann: Der Einfluss ist vorhanden, aber statistisch schwer
von einer Zufallsschwankung zu unterscheiden. Oder: Der Einfluss ist sehr klein, aber
deutlich uberzufallig.

Die standardisierten Beta-Gewichte, die dann in der nachsten Spalte folgen, kann man
interpretieren als Partialkorrelationskoeffizienten. Sie stellen die Korrelation der
entsprechenden Variablen mit dem Kriterium dar, also in dem Fall mit dem PISA-Wert eines
Landes, wenn man den Einfluss aller anderen Variablen statistisch konstant halt oder
herausrechnet. (Denn die Variablen haben ja auch Korrelationen untereinander, die dann
kontrolliert werden.)

Man kann sich das Prinzip auch grafisch in einem sog. Venn-Diagramm verdeutlichen, das
ich hier in Abb. 1 wiedergebe.
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Abb. 1 - Venn Diagramm der Zusammenhange von verschiedenen Pradiktoren x;-x, mit einer aufzuklarenden
Variablen y

Der blaue Kreis y stellt unsere Zielvariable, das Kriterium, dar. Die Variablen x, bis x, sind
mogliche Pradiktoren. Sie haben eine bestimmte Korrelation mit dem Kriterium - der
Uberschneidungsbereich - und oft auch eine Korrelation mit anderen Variablen.
Beispielsweise ware der eigene Beitrag von x, jener Bereich, der weder von x; noch von x,
abgedeckt ist, relativ gering. Auch der eigene Beitrag von x; ist nicht so hoch, wie es
zunachst scheint, weil namlich der Zusammenhang mit x, sehr hoch ist. Das nennt man
»Kollinearitat”, ein gemeinsamer hoher Zusammenhang. Intelligente Modellbildung pruft
dies und verwendet von 2 moglichen Variablen die, mit dem hochsten eigenen
Aufklarungswert. In unserer Analyse war dies die Internetabdeckung. Variable x, hingegen
hatte in diesem grafischen Beispiel einen relativ hohen Aufklarungswert und eine eigene,
unabhangige Korrelation mit dem Kriterium y, ohne mit den anderen Variablen
zusammenzuhangen. Das reine Blau von y, das nicht von anderen, iberlappenden Kreisen
bedeckt ist, das ware der Anteil nicht erklarter Varianz bzw. im individuellen Fall, die
Residuen.

Um Residuen zu verstehen, ist es niitzlich, eine konkrete Regressionsgleichung
durchzurechnen. Wir tun das fur die Beispiele China und Qatar aus unserem Datensatz:

China, der AusreilSer nach oben in Abb. 3 unten, hat mit 567,66 den hochsten PISA-Wert in
unserem Datensatz und Qatar mit 308 den niedrigsten. Die Stillquoten sind ahnlich, auch
die Internetabdeckung, in Qatar 87 %, in China 74 %, aber das Bruttoinlandsprodukt
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unterscheidet sich stark und liegt fur Qatar bei 100.260 Millionen USD und in China bei
6.747 Millionen USD (Daten aus 2013). Nun sieht man an Tabelle 2: Der Wert fur das
Bruttosozialprodukt und fur die Internetabdeckung habe ich log-transformiert, weil die
Daten zu schief verteilt waren und habe damit eine annahernde Normalverteilung erreicht.
Der Fischkonsum ist eine 6-stufige, annahernd kontinuierliche Variable.

Land | PISA Wert | Fischkonsum | Stillquote | GDP transf. | Intern. transf.

China | 567,66 5 28 % 8,816 4,304

Qatar | 398 Z 29 % 11,515 4,466

Tabelle 2 - Originale Daten fur 2 Lander aus unserer PISA-Studie
Wir verwenden nun Gleichung (1) und die Daten aus Tabelle 1, die die originalen
Regressionsgewichte angeben:

Venma = 117,1 + 5,65%8,816 + 62,3%4,304 + 0,1%28 + 9,8*5 +e =
117,1 + 49,81 + 268,14 + 2,8 + 49 + e =
486,85 +e
Venna - 486,85 = e
567,66 - 486,85 = e
e = 80,81

Die Regressionsgleichung fur China ergibt also einen um 80,81 Punkte niedrigeren PISA-
Wert, als er in Wirklichkeit ist. Das ist in Abb. 3 unten der AusreifSer nach oben, der
ziemlich genau bei 80 Punkten liegt, bzw. im Histogramm in Abb. 2 der Wert ganz rechts
aulSen in der Verteilung.

Wer will, kann das Gleiche nun mit den Daten fur Qatar tun und wird finden, dass die
Gleichung einen negativen Fehler oder ein Residuum von etwa -100 Punkten ergibt, d.h. die
PISA-Werte von Qatar werden durch die Gleichung um etwa 100 Punkte hoher eingeschatzt,
als sie in Wirklichkeit sind. (, Wirklichkeit” heil$t hier: empirische Wirklichkeit.)

Es ware nun eine Frage der differenzierteren Analyse, warum das bei diesen Ausreilsern so
ist. Es konnte etwa sein, dass chinesische Daten unzuverlassig sind. Dass das Schulsystem
wesentlich besser ist, etc.

Jedenfalls sieht man auf diese Weise: Regressionsgleichungen konnen zur individuellen
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Vorhersage, etwa neuer Datensatze, verwendet werden, was in der Industrie oft in der
Prozesskontrolle verwendet wird. Und auf diese Weise versteht man auch die Funktion und
arithmetische GroSenordnung von Fehlertermen oder Residuen e. Sie stellen im
individuellen Fall den Fehler, im Fall eines Gesamtdatensatzes die unerklarte Varianz dar.

Voraussetzungen beachten

Nun ist bei einer solchen Analyse zu berucksichtigen, dass sie nur dann gultige
Analyseergebnisse liefert, wenn die Voraussetzungen gegeben sind. Ich erwahnte schon
zwei, die man vor der Analyse prufen muss: Sind die Variablen einigermalSen
normalverteilt? Waren sie in unserem Fall. Ich sage ,einigermalSen”, weil die Routinen
gegenuber einer Verletzung dieser Annahme relativ robust reagieren. Wenn die
Normalverteilung, vor allem der Kriteriumsvariable stark verletzt ist, kann man einen Trick
anwenden und sie logarithmisch transformieren. Dann wird sie oft normalverteilt. Das
Gleiche kann man mit den anderen Variablen tun.

Auflerdem wirft man einen Blick auf die Residuen, also die unerklarten Anteile, jene 28 %
der Variang, in unserem Fall, der nicht durch diese Variablen erklarbar ist. Sie mussen
namlich einigermalsen normalverteilt sind. Publikationen zeigen das oft grafisch in den
Anhangen. Ebenso sollte ein Plot der Residuen gegen die vorhergesagten Werte kein Muster
erkennen lassen. Denn sind Muster erkennbar, ist die Annahme wahrscheinlich, dass der
Zusammenhang nichtlinear ist.

Ich gebe hier in den Abbildungen 2 und 3 das Histogramm der Residuen und den Plot der
Residuen vs. den vorhergesagten Werten wieder:
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Abb. 2 - Histogramm der Residuen

© Harald Walach https://harald-walach.de | 10



100

(24) Modellbildung und Regression

Preg vi Fasid -Werle
Abhangipe Variabla PISA_Maan
[Analyse-Suchproba )

aa k =]
5]
40 &
=] a
" B
Mk
_ % o LI
o Qo
2] o-o
I . e o | LGl
z o o 9 o
g 20 b o
: 2 a o
[=
L [+]
-4 ] o
u]
&b F a
B0 F
A00 F Q

-129

o £ Ho

400 43 440 A5 A5 530
Prag Wisita

Abb. 3 - Plot der Residuen vs. vorhergesagte Werte

30

540 F

Man erkennt an Abb. 2: die Residuen sind einigermafien normalverteilt um 0 herum. Es gibt
einige AusreifSer, bei denen der vorhergesagte PISA-Wert beinahe 100 Punkte zu hoch oder
zu niedrig ist. Aber ansonsten passt das Modell recht gut. Diese Ausreilser erkennt man
auch in Abb. 3. Man kann sich mit Statistikprogrammen auch die AusreifSer ansehen, in
unserem Falle ist der AusreifRer nach unten Qatar und der AusreilSer nach oben China. Aber
ansonsten ist in diesem Plot kein Muster erkennbar. Ein Muster ware etwa eine
kontinuierlich nach einer Seite ansteigende Wolke.

Die analytischen Konzepte von linearen Modellen

Lineare Modelle konnen also verschiedene Zwecke erfillen:

1. Sie dienen dazu, die Bedeutung moglicher Pradiktorvariablen oder unabhangigen
Variablen und damit deren Einfluss auf das Kriterium oder die unabhangige Variable
abzuschatzen. Man kann dies etwa in klinischen Studien und Experimenten auch
dazu nutzen, den Einfluss einer experimentellen Manipulation zu erkennen. Diese
wird dann durch eine kategoriale Dummy-Variable abgebildet, die 1/0-kodiert ist. Der
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Einfluss einer Variable zeigt sich an der GrofSe (und naturlich auch der Signifikanz)
der Regressionsgewichte. Bei standardisierten Regressionsgewichten, die mit
bezeichnet werden, kann man das unmittelbar tun. Denn die Regressionsgewichte
konnen als partielle Korrelationskoeffizienten interpretiert werden, also als
Zusammenhang der Pradiktorvariablen mit der Kriteriumsvariable, wenn die
Einflisse aller anderen Variablen statistisch kontrolliert werden. In unserem Beispiel:
Fischkonsum in einem Land korreliert mit dem PISA-Wert des Landes (und
umgekehrt) mit 0.20, wenn all die anderen Variablen in der Gleichung statistisch
kontrolliert sind. D.h., wenn deren Einfluss auf den Fischkonsum herausgerechnet
wurde. Man kann also die GrofSe von B als Schatzer fur den Einfluss einer Variablen
verwenden. Im Bild von Abb. 1: Es sind die Uberlappungen eines Kreises mit dem y-
Kreis ohne den Anteil anderer uberlappender Kreise. Wenn es sich, wie bei anderen
Regressionsmodellen oft der Fall ist, nicht um standardisierte Gewichte handelt, dann
kann man sich an der relativen GrofSe orientieren, also an der GrofSe relativ zu allen
anderen Regressionsgewichten.

. Man kann eine Regressionsgleichung dazu verwenden, fur einzelne Falle
Vorhersagen zu machen. Das wird vor allem in der Prozesskontrolle verwendet, wenn
man aus standardisierten Datensatzen eine Regressionsgleichung ermittelt hat, die
man dann auf neue Datensatze anwenden kann. Fur die analytische Forschung ist das
eher weniger von Bedeutung. Ich habe diesen Ansatz oben verwendet, um
klarzumachen, welche Rolle Residuen spielen.

. Wenn man die gesamte Gleichung uber alle Datensatze lost und das statistische
Modell als Ganzes abschatzt, dann erkennt man, wie gut das Modell insgesamt auf
die Daten passt. Wir sahen an dem Modell der Aufklarung des PISA-Wertes, dass eine
relativ hohe Varianzaufklarung mit diesem Modell moglich ist. Dieser analytische
Schritt wird als ,Anpassungsgute”, oder ,Modellgute“, oder Vorhersagekraft des
Modells bezeichnet. Sie hat vor allem zwei Komponenten: einen R>-Wert und F- oder
Chi’>-Wert mit einem assoziierten p-Wert oder einer Irrtumswahrscheinlichkeit. Der
R*-Wert ist der quadrierte multiple Korrelationskoeffizient, also die Korrelation aller
in der Gleichung verwendeten Variablen gemeinsam mit dem Kriterium oder der
abhangigen Variablen. Er wird quadriert, weil ein quadrierter Korrelationskoeffizient
interpretiert werden kann als der Anteil an erklarter Varianz oder aufgeklarter
Schwankung. Der multiple Korrelationskoeffizient R* erklart also, wie viel Varianz
oder Schwankungsbreite, z.B. in den PISA-Werten einzelner Lander, wir mit den
vorgegeben Variablen erklaren konnen, in unserem Beispiel eben 72 % der Variation
in den PISA-Werten. Die Tatsache, dass wir nicht alle Variablen kennen und erfasst
haben, die einen moglichen Einfluss haben, driickt sich eben in der nicht erklarten
Varianz aus und auf individueller Ebene in den Fehlertermen oder Residuen e.

Dieser R*Wert verteilt sich je nach Modell entsprechend der F- oder der Chi-Quadrat-
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Verteilung. Diese Verteilungen kennt man. Daher man auch sie normieren. Dann
kann man die Flache unter der Kurve als ,1“ definieren und damit als
Wahrscheinlichkeit. Dann kann man die Flache ab einer bestimmten Ordinate
ebenfalls als Wahrscheinlichkeit definieren, und wenn ein bestimmter Wert eine
Grenze uberschreitet bzw. die Flache rechts davon sehr klein ist, dann ist die
Wahrscheinlichkeit eines solchen Wertes sehr klein. Dies lasst sich dann zum
Bestimmen der Irrtumswahrscheinlichkeit eines empirisch gefundenen R*Wertes
verwenden.

Das Gesamtmodell hat also zwei wichtige Kennziffern: den R*-Wert, die GroRe der
Varianzaufklarung, und die Signifikanz oder statistische Irrtumswahrscheinlichkeit
dieses Wertes.

Es hangt namlich von der GrofSe des Zusammenhanges, aber auch von der Grofse des
Datensatzes ab, ob ein multipler Korrelationskoeffizient R? signifikant ist. Das habe
ich schon ofter unter dem Thema , Power” oder , statistische Machtigkeit”
abgehandelt. Dies gilt auch hier: Man kann mit sehr vielen Fallen oder Datensatzen
auch sehr kleine und irrelevante Zusammenhéange, z.B. R* = 0.002, also 0,2 % der
Varianzaufklarung, signifikant bekommen. Umgekehrt kann ein grofSer
Zusammenhang die Signifikanz verfehlen, wenn der Datensatz klein ist. Idealerweise
erwarten wir uns hohe Varianzaufklarung, die gleichzeitig signifikant ist.

In der Forschung interessiert uns meistens 1. - Grofse der Zusammenhange von Pradiktoren
mit der abhangigen Variablen oder dem Outcome - und 3. - Hohe der Varianzaufklarung
durch ein Modell.

In der medizinischen und sozialwissenschaftlichen Forschung findet man selten Modelle, die
mehr als ein Drittel bis die Halfte der Varianz aufklaren und benotigt dazu meistens
irgendwas zwischen 3 und 10 Variablen mindestens - und um den Faktor 10 bis 20 mehr
Falle.

GrolSe epidemiologische Erhebungen haben meistens viele Tausende von Fallen und konnen
daher auch eine grofSe Zahl von moglichen Einflussvariablen oder Pradiktoren modellieren.
Das Problem bei all diesen Studien ist immer: Man weilS nie, ob man die wirklich
interessierenden und wichtigen Variablen erfasst hat und ob nicht eine wichtige
Einflussgrofe fehlt. Man hat nur eine indirekte Moglichkeit, dies abzuschatzen, namlich R?,
die Menge der aufgeklarten Varianz. Ist diese hoch, ist die Wahrscheinlichkeit, dass man
etwas Wichtiges ubersehen hat, gering.

In unserem Beispiel oben hatten wir 5 Variablen und 64 Falle, also ausreichend Power zur
Abschatzung der Parameter.
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Wir haben jetzt die klassische lineare Regression anhand dieses Beispiels besprochen. Dies
ist die Grundstruktur. Sie kann sehr unterschiedlich erweitert werden, und das Prinzip ist
im Grunde immer das gleiche.

Wenn man klinische Studien oder Experimente auswertet, dann fuhrt man meistens neben
interessierenden Pradiktoren die Variable, die die Intervention kodiert, als zusatzlichen
Pradiktor ein. Ist diese signifikant, dann weifS man, dass die Intervention einen Einfluss
hatte und kann auch die Starke des Einflusses abschatzen.

Wenn die Verteilung der Kriteriums- oder Zielvariable nicht der Normalverteilung folgt,
dann werden die Regressionsmodelle etwas anders formalisiert. Man spricht dann vom
»verallgemeinerten linearen oder nicht-linearen Modell“. Man kann etwa Regressionen auf
Variablen rechnen, die einer Poissonverteilung, einer Gamma-Verteilung, einer logistischen
oder anderen Verteilung folgen. Dann werden die Pradiktoren nicht mit einer einfachen
linearen Kombination verkoppelt, sondern werden entweder erst mit einer logarithmischen
Transformation transformiert und dann additiv verbunden. Bei den Regressionen, die einer
logistischen Verteilung folgen, sind die Regressionselemente linear verbundene Exponenten
der naturlichen Zahl e. Im Falle von nichtlinearen Regressionen werden die
Regressionsglieder in einer passenden Potenz eingebaut.

Aber wichtig ist das Verstandnis des Prinzips, das ich hier vermitteln wollte: Es handelt sich
immer um eine lineare, oder nicht-lineare, Kombination gewichteter Vorhersageglieder, um
Varianz in einem Kriterium aufzuklaren. Irgendwann in den 60er Jahren wurde auch
arithmetisch gezeigt, dass die bis dahin so beliebte Varianzanalyse und die
Regressionsanalyse konzeptuell aquivalent sind [6]. Seither spricht man vom , Allgemeinen
linearen Modell” oder vom ,Verallgemeinerten linearen Modell“. Es ist das vielleicht
machtigste Instrument zum Aufklaren von vielfaltigen Einflussen auf eine interessierende
Variable.
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